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Značeńı

• i.i.d. - nezávislé a stejně rozdělené (náhodné veličiny)

Neńı-li řečeno jinak, pak:

• Nerozlǐsujeme náhodnou veličinu a jej́ı hodnotu. Význam bude vždy zřejmý z kontextu.

• Hustoty pravděpodobnosti jsou zapisovány bez explicitně uvedených náhodných veličin. Ty jsou
jednoznačně určeny argumenty.

1 Úvod

Kdykoliv stoj́ıme před volbou jedné z alespoň dvou r̊uzných možnost́ı, řeš́ıme jistou rozhodovaćı úlohu.
V př́ıpadě, že nejsme z nějakého d̊uvodu schopni přesně určit d̊usledky jednotlivých rozhodnut́ı, mluv́ıme
o úloze rozhodováńı za neurčitosti. Téměř každá skutečná rozhodovaćı úloha je přitom do jisté mı́ry
neurčitost́ı zat́ıžena. Je přirozené požadovat, aby rozhodnut́ı byla určitým zp̊usobem racionálńı, nebo
dokonce v jistém smyslu co nejlepš́ı. Abychom byli schopni tomuto požadavku vyhovět, je obecně potřeba
v rámci možnost́ı minimalizovat mı́ru neurčitosti v dané úloze, to znamená źıskat a využ́ıt informace,
které umožńı co nejlépe předpov́ıdat d̊usledky jednotlivých rozhodnut́ı.

Existuje řada možnost́ı, jak v konkrétńıch př́ıpadech reprezentovat neurčitost, např́ıklad pomoćı
nástroj̊u teorie pravděpodobnosti, fuzzy teorie, nepřesné pravděpodobnosti, nebo possibilistické teorie.
Dominantńı roli mezi těmito př́ıstupy nepochybně hraj́ı pravděpodobnostńı modely. Nástrojem, který
v takovém př́ıpadě umožňuje źıskávat a zpracovávat informace vedoućı ke sńıžeńı neurčitosti je pak
matematická statistika.

Patrně nejpropracovaněǰśım př́ıstupem k rozhodováńı za neurčitosti je tzv. Bayesovská teorie. Tato
teorie bývá označována jako normativńı, což znamená, že rozhodovaćı strategie na ńı založené jsou
navrhovány tak, aby splňovaly určité předem dané podmı́nky, d́ıky kterým lze tyto strategie považovat
za v jistém smyslu racionálńı a konzistentńı. Nejde tedy o deskriptivńı teorii, která by si kladla za ćıl
modelovat skutečné rozhodováńı nějaké skupiny v konkrétńıch podmı́nkách. V rámci bayesovské teorie je
neurčitost v rozhodovaćı úloze reprezentována pomoćı pravděpodobnosti a veličiny jejichž hodnoty nelze
přesně určit jsou považovány za náhodné. Ćıle rozhodováńı jsou popsány pomoćı tzv. ztrátové funkce,
která záviśı na zvoleném rozhodnut́ı a daľśıch (náhodných) veličinách. Optimálńı rozhodnut́ı jsou pak
navrhována tak, aby minimalizovala středńı hodnotu ztrátové funkce.

Ned́ılnou součást́ı návrhu optimálńı strategie je źıskáváńı informaćı z dat, d́ıky čemuž je snižována
mı́ra neurčitosti. Protože všechny neznámé veličiny jsou považovány za náhodné, redukuje se tento proces
na využit́ı Bayesova vzorce.
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2 Bayesovská rozhodovaćı úloha

Bayesovské metody jsou založeny na jednoduché ale přitom geniálńı myšlence, se kterou přǐsel v 18. stolet́ı
Thomas Bayes: Všechny neznámé parametry vyskytuj́ıćı se v úloze jsou považovány za náhodné veličiny.

Uvažujeme určitý systém popsaný (vektorovou) náhodnou veličinou x, jej́ıž rozděleńı záviśı parametru
θ, jehož hodnota neńı známa. Z Bayesovy myšlenky okamžitě plynou následuj́ıćı d̊usledky:

• Statistický model ve smyslu parametrizovaného systému pravděpodobnostńıch rozděleńı1 náhodné
veličiny x je z bayesovského pohledu reprezentován podmı́něnou pravděpodobnost́ı 2

f(x|θ). (1)

• Pro náhodnou veličinu θ reprezentuj́ıćı neznámý parametr v modelu (1) lze zvolit hustotu pravděpodobnosti

f(θ). (2)

Tato hustota se nazývá apriorńı hustota a v bayesovských metodách má zásadńı význam. Volbou
apriorńı hustoty lze do úlohy vnést tzv. apriorńı informaci, což je informace o parametru, která
je dostupná před t́ım, než jsou pozorována jakákoliv data. Zdrojem takovéto informace může být
např. fyzikálńı model nebo dř́ıvěǰśı zkušenost s podobnými problémy. Prostřednictv́ım apriorńı
hustoty lze také vyjádřit předem známá omezeńı pro hodnotu neznámého parametru. Apriorńı
rozděleńı ale může být rovněž zdrojem problémů, nebot’ v některých př́ıpadech nemuśı být vhodná
apriorńı informace dostupná. Bez apriorńıho rozděleńı přitom bayesovskou rozhodovaćı úlohu nelze
zformulovat. V takových př́ıpadech lze ale využ́ıt tzv. neinformativńı apriorńı rozděleńı.

• Z apriorńıho rozděleńı (2) a modelu (1) lze pomoćı Bayesova vzorce odvodit tzv. aposteriorńı hustotu
f(θ|x),

f(θ|x) =
f(x|θ)f(θ)

f(x)
, (3)

kde marginálńı hustotu f(x) źıskáme integraćı sdružené hustoty f(x, θ),

f(x) =

∫
f(x, θ)dθ =

∫
f(x|θ)f(θ)dθ.3

Podmı́něná hustota (3) reprezentuje celkovou informaci o parametru θ, která v sobě zahrnuje jednak
apriorńı informaci a dále informaci źıskanou pozorováńım dat x.

• Pokud v úloze uvažujeme daľśı náhodnou veličinu y, která na parametru θ a veličině x záviśı
prostřednictv́ım podmı́něné hustoty

f(y|x, θ),

lze z ńı s využit́ım aposteriorńı hustoty (3) odvodit podmı́něnou hustotu

f(y|x) =

∫
f(y, θ|x)dθ =

∫
f(y|x, θ)f(θ|x)dθ. (4)

Podmı́něná hustota (4) se nazývá prediktivńı hustota. Tato hustota v jistém smyslu předpov́ıdá
“chováńı” náhodné veličiny y na základě pozorováńı veličiny x ale také apriorńı informace f(θ).

1Všude v textu pro zjednodušeńı předpokládáme, že uvažovaná pravděpodobnostńı rozděleńı maj́ı hustoty vzhledem k
Lebesgueově mı́̌re (pro spojité náhodné veličiny) nebo k č́ıtaćı mı́̌re (pro diskrétńı náhodné veličiny).

2V celém textu nebudeme značeńım rozlǐsovat náhodnou veličinu a jej́ı hodnotu, bude-li význam zřejmý z kontextu.
Dále nebudeme u hustot pravděpodobnosti apod. explicitně zapisovat, kterých náhodných veličin se týkaj́ı, nebot’ toto
bude jednoznačně určeno argumenty. Např. zápis f(x|y) je zjednodušené vyjádřeńı podmı́něné hustoty fX|Y (x|y) náhodné
veličiny X za podmı́nky Y = y.

3Nebude-li řečeno jinak, chápeme všechny intergály v textu jako určité integrály přes celý obor hodnot př́ıslušné náhodné
veličiny.
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Poznámky:

1. Neznámý parametr θ nemuśı mı́t jen význam parametru pravděpodobnostńıho rozděleńı, ale může
j́ıt obecně o jakoukoliv veličinu, na ńıž rozděleńı veličiny x záviśı prostřednictv́ım modelu (1).
Kromě parametr̊u rozděleńı v běžném smyslu může j́ıt např́ıklad o fyzikálńı veličiny, které nelze
pozorovat př́ımo. Př́ıkladem takové veličiny může být poloha a rychlost letadla v určitém čase,
přičemž pozorovanou veličinou x by v tomto př́ıpadě mohly být údaje naměřené radarem.

2. Náhodná veličina x stejně jako parametr θ mohou být obecně vektorové. Náhodný vektor x může
reprezentovat posloupnost nezávislých stejně rozdělených pozorováńı, nebo také nějakým zp̊usobem
závislá data. Např́ıklad v př́ıpadě statistického zpracováńı obrazové informace může x reprezento-
vat náhodný vektor dimenze v řádu milion̊u obsahuj́ıćı pozorované intenzity jasu pro jednotlivé
obrazové body, parametr θ pak může představovat vektor skutečných hodnot jasu. Význam mod-
elu (1) i apriorńı hustoty (2) se t́ım nijak neměńı, stejně jako z̊ustávaj́ı v platnosti vztahy (3) a
(4). Z praktického hlediska ale může j́ıt o velmi složité objekty a např́ıklad integrály v (3) a (4)
nejen, že často nelze spoč́ıtat analyticky, ale kv̊uli obrovské dimenzi nelze využ́ıt ani běžných num-
erických metod. Dı́ky vzorkovaćım metodám (MCMC) nemuśı ani takto složité úlohy představovat
neřešitelný problém.

3. Bayes̊uv vzorec představuje mechanizmus učeńı, kdy je k apriorńı informaci reprezentované apriorńı
hustotou f(θ) přidávána informace źıskaná z dat a celková dostupná informace o parametru θ je
pak reprezentována aposteriorńı hustotou f(θ|x). Tento proces učeńı je názorně vidět v př́ıpadě,
kdy vektorová veličina x = (x1, . . . , xt) představuje posloupnost náhodných veličin, jejichž hodnoty
jsou źıskávány postupně a index tak lze interpretovat jako čas. Pro zjednodušeńı předpokládejme,
že pozorováńı jsou nezávislá a pro model tedy plat́ı

f(x1, x2, . . . , xt|θ) =

t∏
τ=1

f(xτ |θ),

z čehož plyne pro všechna τ ∈ {1, . . . , t}

f(xτ |x1, . . . , xτ−1, θ) = f(xτ |θ). (5)

Aposteriorńı hustotu f(θ|x) lze vyjádřit rekurentně pomoćı vztah̊u

f(θ|x1) =
f(x1|θ)f(θ)∫
f(x1|θ)f(θ)dθ

a pro τ = 2, . . . , t

f(θ|x1, . . . , xτ ) =
f(xτ |x1, . . . , xτ−1, θ)f(θ|x1, . . . , xτ−1)∫
f(xτ |x1, . . . , xτ−1, θ)f(θ|x1, . . . , xτ−1)dθ

(6)

=
f(xτ |θ)f(θ|x1, . . . , xτ−1)∫
f(xτ |θ)f(θ|x1, . . . , xτ−1)dθ

, (7)

kde (7) plyne z (6) d́ıky (5). Podmı́něnou hustotu f(θ|x1, . . . , xτ ) můžeme interpretovat jako apos-
teriorńı hustotu v čase τ . Vztah (7) pak neńı nic jiného než Bayes̊uv vzorec, v němž je jako apriorńı
hustota použita aposteriorńı hustota f(θ|x1, . . . , xτ−1) z času τ −1 a jako data zde vystupuje pouze
nové pozorováńı xτ .

4. Vztah (3) pro výpočet aposteriorńı hustoty se často zapisuje ve tvaru

f(θ|x) ∝ f(x|θ)f(θ), (8)
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kde symbol ∝ znač́ı, že levá strana je úměrná pravé až na normalizačńı člen nezávislý na θ. Tento
člen je jednoznačně určen podmı́nkou

∫
f(θ|x)dθ = 1 a je roven

1

f(x)
=

1∫
f(x|θ)f(θ)dθ

.

Použit́ı tohoto zápisu v praxi zjednodušuje postup odvozeńı aposteriorńı hustoty.

Aposteriorńı hustota hraje v bayesovském př́ıstupu k rozhodováńı za neurčitosti kĺıčovou roli, nebot’

reprezentuje celkovou informaci o neznámém parametru. Přesto je většinou jen meziproduktem v rozhodovaćı
procesu, který směřuje k volbě určitého rozhodnut́ı. T́ımto rozhodnut́ım může být určité rozhodnut́ı
v běžném smyslu (prodat nebo neprodat akcie), ř́ıd́ıćı zásah v nějakém systému (nastavitelná velikost
proudu procházej́ıćı motorem), stanoveńı předpovědi (množstv́ı srážek během následuj́ıćıho dne), ale může
např́ıklad i běžné statistické odhady. Stanoveńı hodnoty bodového odhadu, nebo třeba test hypotézy jsou
z bayesovského pohledu rozhodovaćı úlohy.

Každé racionálńı rozhodováńı sleduje určitý ćıl. V rámci bayesovského př́ıstupu jsou ćıle rozhodováńı
specifikovány pomoćı tzv. ztrátové funkce, která každému rozhodnut́ı přǐrazuje určitou hodnotu ve smyslu
ztráty, kterou toto rozhodnut́ı zp̊usob́ı, a to v závislosti na hodnotě parametru θ. Označ́ıme-li A množinu
všech rozhodnut́ı, pak ztrátová funkce je libovolná funkce

L : A×Θ→ R+, (9)

kde Θ je obor hodnot náhodné veličiny θ. Za optimálńı rozhodnut́ı aopt pak považujeme rozhodnut́ı, které
minimalizuje středńı hodnotu ztrátové funkce vzhledem k aposteriorńımu rozděleńı, tj.

aopt ∈ Argmin
a∈A

∫
L(a, θ)f(θ|x)dθ.4 (10)

Optimálńı rozhodnut́ı obecně nemuśı existovat a pokud existuje, nemuśı být jednoznačné.

2.1 Shrnut́ı

Formulaci bayesovské úlohy můžeme shrnout do následuj́ıćıch krok̊u:

1. Pro daný problém specifikujeme

• statistický model: f(x|θ),
• apriorńı hustotu pravděpodobnosti: f(θ),

• množinu rozhodnut́ı: A,

• ztrátovou funkci: L : A×Θ→ R+.

2. Optimálńı rozhodnut́ı aopt ∈ A hledáme tak, aby splňovalo podmı́nku

aopt ∈ Argmin
a∈A

∫
L(a, θ)f(θ|x)dθ,

kde

f(θ|x) =
f(x|θ)f(θ)∫
f(x|θ)f(θ)dθ

.

Poznámky:

4Argmin je použito pro označeńı množiny všech bod̊u, pro něž daná funkce nabývá svého minima.
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1. Výše uvedená struktura rozhodovaćı úlohy je př́ımo aplikovatelná na relativně jednoduché úlohy,
kdy na základě apriorńı informace a dat hledáme optimálńı rozhodnut́ı. Takovéto úlohy bývaj́ı
označovány jako statické. Stejný princip však můžeme uplatnit např. i při ř́ızeńı dynamického
systému, kdy jsou rozhodnut́ı generována sekvenčně v návaznosti na postupně źıskávaná data,
přičemž rozhodnut́ı zároveň ovlivňuj́ı budoućı chováńı celého systému. V takovém př́ıpadě mluv́ıme
o dynamickém rozhodováńı. Př́ıkladem dynamického rozhodováńı může být např. ř́ızeńı dopravy v
určité oblasti, ř́ızeńı mobilńıho robota v neznámém prostřed́ı apod.

2. Z praktického hlediska maj́ı bayesovské metody dvě hlavńı výhody:

(a) Úlohy rozhodováńı za neurčitosti včetně dynamických úloh lze formulovat relativně jednoduše,
přičemž je zaručena určitá racionalita rozhodovaćıho procesu (minimalizace očekávané ztráty).

(b) Prostřednictv́ım apriorńı hustoty je explicitně reprezentována apriorńı informace. V úlohách,
kde se potýkáme z nedostatkem dat, je přitom d̊usledné využit́ı apriorńı informace nezbytné.

3. I když je struktura bayesovské rozhodovaćı úlohy v principu jednoduchá, jednotlivé kroky samy
o sobě mohou být obt́ıžné a často se neobejdou se bez vhodných aproximačńıch nástroj̊u. Až na
jednodušš́ı př́ıpady bývá zdrojem obt́ıž́ı aposteriorńı hustota, kterou často nelze vhodně vyjádřit.
V př́ıpadě dynamických úloh pak návrh optimálńı rozhodovaćı strategie vede k natolik výpočetně
náročným úlohám, že je prakticky vždy nutné omezit se na hledáńı sub-optimálńıho řešeńı (zjednodušené
úlohy).

3 Ilustračńı př́ıklady

Následuj́ıćı př́ıklady jsou ukázkou možných aplikaćı bayesovské teorie.
Uvažujme nejprve běžnou úlohu odhadu parametru statistického modelu. Pro srovnáńı tuto úlohu

budeme nejprve řešit klasicky. Sestroj́ıme maximálně věrohodný odhad a poté ještě najdeme intervalový
odhad.

Př́ıklad 1 Odhad středńı hodnoty normálńıho rozděleńı
Necht’ x1, x2, . . . , xt jsou i.i.d. náhodné veličiny s rozděleńım s hustotou pravděpodobnosti

fµ(x) =
1√
2π

exp

(
− (x− µ)2

2

)
(11)

závisej́ıćı na neznámém parametru µ ∈ R. Dı́ky předpokládané nezávislosti pro sdruženou hustotu pravděpodobnosti
plat́ı

fµ(x1, x2, . . . , xt) =

t∏
τ=1

fµ(xτ ) = (2π)−
t
2 exp

(
−1

2

t∑
τ=1

(xτ − µ)2

)
. (12)

Jestlǐze při daných hodnotách x1, x2, . . . , xt chápeme sdruženou hustotu (12) jako funkci parametru µ,
nazýváme ji věrohodnostńı funkćı parametru µ. Často použ́ıvaným typem bodového odhadu je tzv. maximálně
věrohodný odhad, µ̂ML : Rt → R, který každé posloupnosti x1, . . . , xt přiřazuje hodnotu parametru, v ńı̌z
věrohodnostńı funkce nabývá svého maxima:

µ̂ML(x1, x2, . . . , xt) = arg max
µ∈R

fµ(x1, x2, . . . , xt).

Maximalizaćı věrohodnostńı funkce (12) dostaneme maximálně věrohodný odhad modelu (11) ve tvaru

µ̂ML(x1, . . . , xt) =
1

t

t∑
τ=1

xτ .
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Při hledáńı intervalového odhadu vyjdeme ze skutečnosti, že při známém rozptylu σ2 má statistika

1
t

∑t
τ=1 xτ − µ
σ

√
t

rozděleńı N (0, 1). Odtud dojdeme k intervalovému odhadu〈
1

t

t∑
τ=1

xτ −
1√
t
z1−α2 ,

1

t

t∑
τ=1

xτ +
t√
t
z1−α2

〉
,

kde zα
2
, z1−α2 jsou kvantily standardizovaného normálńıho rozděleńı. Plat́ı tedy, že

P

(
1

t

t∑
τ=1

xτ −
1√
t
z1−α2 ≤ µ ≤

1

t

t∑
τ=1

xτ +
t√
t
z1−α2

)
= 1− α.

Př́ıklad 2 Bayesovský odhad středńı hodnoty normálńıho rozděleńı
Uvažujme nyńı stejnou úlohu formulovanou a řešenou pomoćı bayesovského př́ıstupu. Statistický model

je reprezentován podmı́něnou hustotou pravděpodobnosti

f(x|µ) =
1√
2π

exp

(
− (x− µ)2

2

)
(13)

kde neznámý parametr µ je chápán jako náhodná veličina. Hustota pravděpodobnosti náhodného vektoru
x1, x2, . . . , xt má tvar

f(x1, x2, . . . , xt|µ) =

t∏
τ=1

f(xτ |µ) = (2π)−
t
2 exp

(
−1

2

t∑
τ=1

(xτ − µ)2

)
. (14)

Dále je potřeba zvolit apriorńı hustotu pro parametr µ. Z čistě praktických d̊uvod̊u zvoĺıme normálńı
apriorńı rozděleńı. Jelikož kromě dat nemáme žádnou daľśı informaci o skutečné hodnotě parametru µ,
zvoĺıme rozděleńı s velkým rozptylem a středńı hodnotou 0, např.

f(µ) =
1√
2π

exp

(
−1

2

µ2

100

)
.5 (15)

S využit́ım zjednodušeného zápisu (8) m̊užeme vyjádřit aposteriorńı hustotu

f(µ|x1, . . . , xt) ∝ f(x1, . . . , xt|µ)f(µ)

∝ exp

(
−1

2

t∑
τ=1

(xτ − µ)2

)
exp

(
−1

2

µ2

100

)

∝ exp

(
−1

2

((
t+

1

100

)
µ2 − 2

(
t∑

τ=1

xτ

)
µ

))

∝ exp

−1

2

(
µ− 1

t+ 1
100

∑t
τ=1 xτ

)2
1

t+ 1
100

 . (16)

Odtud vid́ıme, že aposteriorńı rozděleńı je rovněž normálńı, a to konkrétně

N

(
1

t+ 1
100

t∑
τ=1

xτ ,
1

t+ 1
100

)
. (17)

5Pro př́ıpady, kdy nemáme prakticky žádnou apriorńı informaci, existuj́ı vhodněǰśı zp̊usoby volby apriorńıho rozděleńı -
tzv. neinformativńı apriorńı rozděleńı.
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Středńı hodnota aposteriorńıho rozděleńı se tedy přiblǐzně rovná výběrovému pr̊uměru z hodnot x1, . . . , xt
a směrodatná odchylka je přiblǐzně nepř́ımo úměrná

√
t.

Abychom nyńı mohli stanovit bodový odhad parametru µ, je potřeba zvolit ztrátovou funkci (9).
Množina rozhodnut́ı je zřejmě množina všech př́ıpustných hodnot pro parametr µ, tedy R. Použijeme
v praxi často využ́ıvanou kvadratickou ztrátovou funkci, která rozhodnut́ı přiřazuje druhou mocninu euk-
leidovské vzdálenosti od skutečné hodnoty parametru, tedy

L(a, µ) = (a− µ)2. (18)

Optimálńım rozhodnut́ım je v našem př́ıpadě hodnota bodového odhadu, budeme jej proto značit µ̂. Podle
(10) hledáme µ̂ tak, aby platilo

µ̂ ∈ Argmin
a∈R

∫
(a− µ)2f(µ|x1, . . . , xt)dµ. (19)

Integrál v (19) je kvadratická funkce proměnné a, kterou lze vyjádřit ve tvaru

a2 − 2a

∫
µf(µ|x1, . . . , xt)dµ+

∫
µ2f(µ|x1, . . . , xt)dµ.

Tato funkce má globálńı minimum v bodě∫
µf(µ|x1, . . . , xt)dµ,

který je roven středńı hodnotě parametru vzhledem k aposteriorńımu rozděleńı. Pro hodnotu bodového
odhadu µ̂ tedy plat́ı

µ̂ =
1

t+ 1
100

t∑
τ=1

xτ .

Jinou možnost́ı stanoveńı bodového odhadu parametru na základě aposteriorńıho rozděleńı je bayesovská
obdoba maximálně věrohodného odhadu (18), kdy je hodnota odhadu stanovena tak, aby pro každé x1, x2, . . . , xt
maximalizovala hodnotu aposteriorńı hustoty,

µ̂MAP (x1, x2, . . . , xt) = arg max
a∈A

f(µ|x1, x2, . . . , xt) (20)

Tento odhad je označován jako maximálńı aposteriorńı odhad. Vzhledem k tomu, že aposteriorńı rozděleńı
(16) je normálńı, dostaneme v tomto př́ıpadě µ̂MAP = µ̂, kde µ̂ je jǐz nalezený odhad minimalizuj́ıćı středńı
hodnotu kvadratické ztrátové funkce. Obecně takováto rovnost neplat́ı. Poznamenejme, že i když je tento
odhad v praxi velmi často využ́ıván (např. při zpracováńı obrazu), nejde o typicky bayesovské řešeńı, nebot’

jej nelze vyjádřit jako argument minima středńı hodnoty konkrétńı ztrátové funkce.
Bayesovskou obdobou intervalového odhadu (credible interval) bude množina C, pro nǐz plat́ı

P (µ ∈ C|x1, . . . , xt) = 1− α

pro malé α, např. α = 0.05. Je přitom přirozené požadovat, aby tato množina byla co nejmenš́ı. Množinu
C tedy budeme hledat ve tvaru

C = {µ ∈ R|f(µ|x1, . . . , xt) ≥ k}

pro nějaké k > 0. Vzhledem k tomu, že aposteriorńı rozděleńı (17) je normálńı, bude množina C interval

C =

〈
1

t+ 1
100

t∑
τ=1

xτ −
1√

t+ 1
100

z1−α2 ,
1

t+ 1
100

t∑
τ=1

xτ +
1√

t+ 1
100

z1−α2

〉
(21)

Povšimněme si několika detail̊u př́ıkladech 1 a (2):
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• Neznámý parametr µ v bayesovském modelu je považován za náhodnou veličinu s hodnotami v
množině R, zat́ımco v klasickém modelu jde o bod z této množiny.

• Statistický model v klasickém př́ıstupu chápeme jako rozděleńı pravděpodobnosti závislé na parametru
µ, kdežto model v bayesovském pojet́ı je reprezentován podmı́něnou hustotou pravděpodobnosti.
Pro libovolnou konkrétńı hodnotu parametru µ0 ∈ R ale oba modely fµ0(xτ ) i f(xτ |µ = µ0)
představuj́ı stejná rozděleńı pravděpodobnosti veličiny xτ .

• Klasický intervalový odhad parametru (v př́ıkladu 1) je dvojice náhodných veličin Tl(x), Tu(x), pro
které plat́ı

∀µ ∈ R : P (Tl(x) ≤ µ ≤ Tu(x)) = 1− α,

přičemž rozděleńı statistik Tl(x), Tu(x) je určeno parametrem µ. Naproti tomu bayesovský interval
spolehlivosti je množina C, pro kterou plat́ı P (µ ∈ C|x1, . . . , xt) = 1− α. Dı́ky tomu, že neznámý
parametr je považován za náhodnou veličinu, je interpretace bayesovského intervalového odhadu
př́ımočará v porovnáńı s klasickým intervalovým odhadem.

• Zat́ımco veličiny x1, x2, . . . , xt byly v rámci klasického př́ıstupu podle předpokladu nezávislé (viz.
(12)), z bayesovského pohledu už tomu tak neńı. Sdruženou hustotu veličin x1, x2, . . . , xt lze vyjádřit
jako

f(x1, x2, . . . , xt) =

∫
f(µ)

t∏
τ=1

f(xτ |µ)dµ, (22)

kdežto pro součin marginálńıch hustot veličin x1, x2, . . . , xt plat́ı

t∏
τ=1

f(xτ ) =

t∏
τ=1

∫
f(µ)f(xτ |µ)dµ. (23)

Sdružené hustoty (22) a (23) se přitom obecně nerovnaj́ı, až na extrémńı př́ıpady, kdy veličiny
xτ na µ ve skutečnosti nezáviśı, nebo kdy je hodnota parametru µ předem známa, což lze ne
zcela korektně vyjádřit apriorńı hustotou ve tvaru f(µ) = δ(µ − µ0) pro nějaké µ0 ∈ R, kde δ(·)
představuje Diracovu δ funkci.

Z bayesovského pohledu tedy veličiny x1, x2, . . . , xt obecně nejsou nezávislé, ale jsou podmı́něně
nezávislé při dané hodnotě µ, viz. (14). Tento pohled je přitom ve shodě s běžnou představou: V
př́ıpadě, že opakovaně pozorujeme realizace náhodných veličin se stejným rozděleńım, které ale neńı
přesně známo, pak s přibývaj́ıćım počtem pozorováńı zpravidla umı́me stále přesněji předpov́ıdat
hodnoty budoućıch pozorováńı.

• Uvažujeme-li všechna pravděpodobnostńı rozděleńı libovolné z náhodných veličin xτ , pak tato
rozděleńı tvoř́ı obecně jakýsi nekonečně rozměrný prostor. Předpoklad v př́ıkladu 1, že data pocháźı
z rozděleńı fµ(x) pro nějaké µ ∈ R přináš́ı informaci, že skutečné rozděleńı veličin xτ lež́ı v
konkrétńım konečně rozměrném podprostoru. Předpoklad konkrétńıho statistického modelu fµ(x)
je tedy silnou apriorńı informaci o neznámém rozděleńı veličin xτ .

• V rámci klasického př́ıstupu je veškerá apriorńı informace, která do úlohy vstupuje, vyjádřena pouze
statistickým modelem. Známe “tvar” skutečného rozděleńı, ale nemáme možnost do úlohy jednoduše
zanést daľśı informaci týkaj́ıćı se hodnoty neznámého parametru. Naproti tomu bayesovský př́ıstup
kromě informace o tvaru rozděleńı reprezentované modelem (13) vnáš́ı do úlohy detailněǰśı informaci
o hodnotě neznámého parametru µ, která je explicitně reprezentována apriorńı hustotou f(µ).

Př́ıklad 3 Odhad parametru a predikce posloupnosti Bernoulliových pokus̊u Předpokládejme, že x1, x2, . . . , xt
tvoř́ı posloupnost Bernoulliových pokus̊u. Jde tedy o nezávislé stejně rozdělené náhodné veličiny s hodno-
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tami v množině {0, 1}. Odpov́ıdaj́ıćı statistický model má tvar

f(xτ |p) = pδ(xτ ,1)(1− p)δ(xτ ,0),

f(x1, x2, . . . , xt|p) =

t∏
τ=1

f(xτ |p),

kde p ∈ 〈0, 1〉 je neznámý parametr.
Zvolme apriorńı rozděleńı v podobě beta rozděleńı (opět hlavně z praktických d̊uvod̊u) s parametry

ν0, ν1 ∈ R+:

f(p) =
(1− p)ν0−1pν1−1

B(ν0, ν1)
,

kde B : R+ × R+ → R+ je tzv. beta funkce definovaná vztahem

B(a, b) =

∫ 1

0

ta−1(1− t)b−1dt.

Pro aposteriorńı hustotu potom plat́ı

f(p|x1, . . . , xt) ∝ f(p)f(x1, . . . , xt|p)

∝ f(p)

t∏
τ=1

f(xτ |p)

∝ (1− p)ν0−1pν1−1
t∏

τ=1

pδ(xτ ,1)(1− p)δ(xτ ,0). (24)

Označ́ıme-li V =
∑t
τ=1 δ(xτ , 1), m̊užeme aposteriorńı hustotu vyjádřit ve tvaru

f(p|x1, . . . , xt) ∝ (1− p)ν0−1pν1−1pV (1− p)t−V

∝ (1− p)ν0+t−V−1pν1+V−1.

Odtud plyne, že aposteriorńı rozděleńı parametru p je také beta rozděleńı, a to s parametry ν0 + t− V a
ν1 + V ,

f(p|x1, . . . , xt) =
(1− p)ν0+t−V−1pν1+V−1

B(ν0 + t− V, ν1 + V )
. (25)

Pokud bychom na základě pozorováńı x1, . . . , xt chtěli předpovědět hodnotu (ve smyslu rozděleńı pravděpodobnosti)
veličiny xt+1, potřebujeme určit podmı́něnou hustotu f(xt+1|x1, . . . , xt). K tomu využijeme aposteriorńı
hustotu (25).

f(xt+1|x1, . . . , xt) =

∫
f(xt+1, p|x1, . . . , xt)dp

=

∫
f(xt+1|p, x1, . . . , xt)f(p|x1, . . . , xt)dp

=

∫
f(xt+1|p)f(p|x1, . . . , xt)dp

=

∫
(1− p)δ(xt+1,0)+ν0+t−V−1pδ(xt+1,1)+ν1+V−1

B(ν0 + t− V, ν1 + V )

=
B(δ(xt+1, 0) + ν0 + t− V, δ(xt+1, 1) + ν1 + V )

B(ν0 + t− V, ν1 + V )

9



Pro xt+1 = 0 pak dostaneme

f(xt+1 = 0|x1, . . . , xt) =
B(ν0 + t− V + 1, ν1 + V )

B(ν0 + t− V, ν1 + V )

=
Γ(ν0 + t− V + 1)Γ(ν1 + V )

Γ(ν0 + ν1 + t+ 1)

Γ(ν0 + ν1 + t)

Γ(ν0 + t− V )Γ(ν1 + V )

=
ν0 + t− V
ν0 + ν1 + t

Obdobně pro xt+1 = 1 bychom dostali

f(xt+1 = 1|x1, . . . , xt) =
ν1 + V

ν0 + ν1 + t
.

Bayesovský př́ıstup je často použ́ıván také při zpracováńı obrazu. Statistické modely použ́ıvané v
této oblasti ale maj́ı mnohem širš́ı využit́ı - lze je použ́ıt v př́ıpadě, že náhodné veličiny maj́ı určité
uspořádáńı (např. prostorové), na jehož základě lze předpokládat nějakou (ne)závislostńı strukturu.
Následuj́ıćı př́ıklad ukazuje, jak d̊uležitou roli v takových př́ıpadech hraje apriorńı informace.

Př́ıklad 4 (Segmentace obrazu)
Uvažujme digitálńı obraz o rozměrech n × n bod̊u. Pro jednoduchost budeme předpokládat, že každý bod
obrazu je popsán jedńım reálným č́ıslem, např. hodnotou jasu. Dále předpokládejme, že obraz zachycuje
scénu, v ńı̌z se vyskytuj́ı věťśı jednoduché objekty vyplněné náhodnou texturou (všechny stejnou), která je
odlǐsná od textury, jǐz je vyplněno pozad́ı scény, přičemž známe pravděpodobnostńı modely těchto dvou
textur. Takovýto obraz je tedy pokryt dvěma druhy ploch s odlǐsnou náhodnou vyplńı. Pokuśıme se o
segmentaci takového obrazu, tj. pro každý bod obrazu urč́ıme (odhadneme), zda je zaplněn objektem nebo
pozad́ım.

Obrazová data v tomto př́ıpadě tvoř́ı náhodný vektor y s hodnotami v R(n2). Označ́ıme-li

S = {1, . . . , n} × {1, . . . , n},

kde prvky množiny S chápeme jako souřadnice jednotlivých bod̊u, m̊užeme náhodný vektor y reprezentovat
po složkách jako

y = (yij)(i,j)∈S .

Podobně m̊užeme reprezentovat druhy výplně jako vektor

x = (xij)(i,j)∈S ,

s hodnotami v {0, 1}(n2). Skutečná hodnota tohoto vektoru neńı známa, proto vektor x považujeme za
náhodný a v úloze vystupuje v roli parametru.

Předpokládejme pro jednoduchost, že pozorované veličiny yij v libovolném bodě (i, j) záviśı pouze na
druhu textury v tomto bodě (hodnotě xij) a že maj́ı normálńı rozděleńı se známými parametry, tedy

f(y|x) =
∏

(i,j)∈S

f(yij |xij), (26)

kde pro všechny (i, j) ∈ S, c ∈ {0, 1}

f(yij |xij = c) =
1√

2πσc
exp

(
− (yij − µc)2

2σ2
c

)
(27)

a (µ0, σ
2
0), (µ1, σ

2
1) ∈ R× R+ jsou známé parametry. Hustotu (27) lze také vyjádřit ve tvaru

f(yij |xij) =
∏

c∈{0,1}

(
1√

2πσc
exp

(
− (yij − µc)2

2σ2
c

))δ(xij ,c)
, (28)
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(a) Segmentace (hodnota n. v. x) (b) Pozorovaný obraz (hodnota n. v. y)

Obrázek 1: Př́ıklad segmentace a pozorovaného obrazu

kde funkce δ(·, ·) je Kroneckerovo δ, definované

δ(a, b) =

{
0 pro a 6= b
1 pro a = b.

Tvar (28) je vhodněǰśı pro daľśı výpočty, protože podmı́něná hustota je vyjádřena jako funkce proměnných
xij a yij a přitom jsme se vyhnuli hodnotám xij vystupuj́ıćım v indexu.

Př́ıklad segmentace a obrazu o rozměru 40×40, tedy konkrétńıch realizaćı náhodných vektor̊u x a y je
na obrázku 1. Body (i, j), s hodnotou xij = 0 jsou zobrazeny černě, s hodnotou xij = 1 b́ıle. Obraz záviśı
na segmentaci prostřednictv́ım modelu (27), kde µ0 = µ1 a σ0 > σ1. Textury se tedy lǐśı pouze rozptylem.

Nalezeńı odhadu segmentace odpov́ıdá nalezeńı odhadu parametru x, k čemuž je potřeba vyjádřit apos-
teriorńı hustotu f(x|y). Napřed je tedy nutno zvolit vhodnou apriorńı hustotu f(x). Zkusme nejprve
uvažovat takto: “Nemáme žádnou informaci o tom, jak jsou jednotlivé typy výplně zastoupeny ani in-
formaci o tom, kde se jednotlivé objekty v obraze nacháźı a proto žádné hodnoty segmentace nem̊užeme
preferovat před jinými.” To by znamenalo, apriorńı hustotu pravděpodobnosti voĺıme jako rovnoměrnou,
tedy

f(x) =
1

2(n2)
, (29)

protože vektor x m̊uže nabývat 2(n
2) r̊uzných hodnot. Z (4) je zřejmé, pro každé (i, j) ∈ S je f(xij) = 1

2
a veličiny xij jsou navzájem nezávislé, tj.

f(x) =
∏

(i,j)∈S

f(xij). (30)
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Pro model (26) a apriorńı hustotu dostaneme aposteriorńı hustotu ve tvaru

f(x|y) =
f(y|x)f(x)

f(y)

=

(∏
(i,j)∈S f(yij |xij)

)(∏
(i,j)∈S f(xij)

)
∑
x̃∈{0,1}(n2)

(∏
(i,j)∈S f(yij |xij = x̃ij)

)(∏
(i,j)∈S f(xij = x̃ij)

)
=

∏
(i,j)∈S f(yij |xij)f(xij)∑

x̃∈{0,1}(n2)

∏
(i,j)∈S f(yij |xij = x̃ij)f(xij = x̃ij)

=

∏
(i,j)∈S f(yij |xij)f(xij)∏

(i,j)∈S
∑
x̃ij∈{0,1} f(yij |xij = x̃ij)f(xij = x̃ij)

=
∏

(i,j)∈S

f(yij |xij)f(xij)∑
x̃ij∈{0,1} f(yij |xij = x̃ij)f(xij = x̃ij)

=
∏

(i,j)∈S

f(xij |yij). (31)

Z tvaru aposteriorńı hustoty plyne, že f(x|y) =
∏

(i,j)∈S f(xij |y), což znamená, že xij jsou podmı́něně

nezávislé při dané hodnotě y a dále f(xij |y) = f(xij |yij), tedy že xij jsou podmı́něně nezávislé na yĩj̃
pro (̃i, j̃) ∈ S, (̃i, j̃) 6= (i, j) při dané hodnotě yij. Jinými slovy, aposteriorńı rozděleńı xij záviśı pouze na
hodnotě pixelu yij a hodnoty ostatńıch pixel̊u už žádnou informaci o typu textury v bodě (i, j) nepřináš́ı.

Pro model (27) a apriorńı hustotu (4) pak dostaneme f(xij |yij) ve tvaru

f(xij = c|yij) =

1
σc

exp
(
− (yij−µc)2

2σ2
c

)
∑
c̃∈{0,1}

1
σc̃

exp
(
− (yij−µc̃)2

2σ2
c̃

) ,
pro c ∈ {0, 1}.

Abychom mohli určit konkrétńı odhad segmentace x̂, muśıme nyńı zvolit vhodnou ztrátovou funkci. V
oblasti zpracováńı obrazu se často voĺı tzv. 0− 1 ztrátová funkce

L(a, x) = 1− δ(a, x),

která nabývá hodnoty 0 pouze pro x = a, jinak je rovna 1. Pro středńı hodnotu ztrátové funkce vzhledem
k aposteriorńımu rozděleńı dostaneme

E[L(a, x)|y] = 1− f(x = a|y)

a tedy plat́ı
x̂ ∈ Argmax

a∈{0,1}(n2)

f(a|y).

Protože má aposteriorńı hustota d́ıky volbě uniformńı apriorńı hustoty tvar (31), dostáváme pro očekávanou
ztrátu

E[L(a, x)|y] = 1−
∏

(i,j)∈S

f(xij = aij |yij). (32)

Vzhledem k tomu, že jednotlivé členy v součinu (32) m̊užeme maximalizovat nezávisle, dostaneme pro

x̂ ∈ Argmin
a∈{0,1}(n2)

E[L(a, x)|y]

x̂ij ∈ Argmax
xij∈{0,1}

f(xij |yij). (33)
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Obrázek 2: Odhad segmentace pro uniformńı apriorńı hustotu

Výsledný odhad segmentace založený na datech z obrázku 1(b) je zobrazen na obrázku 2. I když je v
odhadu x̂ patrná podobnost se skutečnou segmentaćı (viz obrázek 1(a)), je výsledek mı́rně řečeno neuspoko-
jivý. Z (33) je přitom zřejmé, že stejný odhad bychom v tomto př́ıpadě dostali odhadem metodou maximálńı
věrohodnosti.

Bayesovský odhad segmentace lze ale udělat mnohem lépe, pokud d̊usledně využijeme dostupnou apri-
orńı informaci. Při formulaci úlohy bylo řečeno, že scéna zachycuje “věťśı jednoduché objekty”, což zna-
mená, že oblasti se stejnou hodnotou segmentace budou s věťśı pravděpodobnost́ı tvořit věťśı souvislé
plochy, což však uniformńı apriorńı hustota (4) nijak nereflektuje. Podař́ı-li se nám sestavit apriorńı
hustotu, která vyjadřuje takovouto apriorńı informaci, m̊užeme očekávat zlepšeńı výsledného odhadu. K
tomuto účelu lze využ́ıt takzvané Gibbsovy distribuce, což jsou pravděpodobnostńı rozděleńı s hustotami
ve tvaru

f(x) =
1

Z(β)
exp(−βH(x)), (34)

kde

Z(β) =

∫
exp(−βH(x))dx. (35)

Tato rozděleńı ve statistické mechanice popisuj́ı rozděleńı pravděpodobnosti stav̊u velkého systému částic
v rovnovážném stavu. Funkce H(x) má význam energie a koeficient β > 0 odpov́ıdá převrácené hodnotě
teploty. Z tvaru hustoty (34) je vidět, že věťśı pravděpodobnost je přiřazována stav̊um s nǐzš́ı hodno-
tou energie a naopak. S rostoućı hodnotou parametru β (tj. s klesaj́ıćı teplotou) roste rozd́ıl hustoty
pravděpodobnosti pro stavy s vysokou a ńızkou hodnotou energie. Zaj́ımavý př́ıpad nastane, pokud energii
H(x) m̊užeme vyjádřit jako součet př́ıspěvk̊u, které jsou funkćı stav̊u malých skupin částic. Zpravidla jde o
částice, které spolu v nějakém smyslu soused́ı. Tyto modely našly uplatněńı mimo jiné v oblasti zpracováńı
obrazu. P̊uvodńı fyzikálńı terminologie se přitom přenesla i do těchto oblast́ı.

V našem př́ıpadě m̊užeme energii H(x) volit úměrnou počtu sousedńıch pixel̊u s odlǐsnými hodnotami
segmentace. Označ́ıme-li N(i, j) ⊂ S množinu všech bod̊u, které př́ımo soused́ı s bodem (i, j) ∈ S, tj.

N(i, j) = {(k, l) ∈ S : |i− k|+ |j − l| = 1},

lze energii H(x) vyjádřit ve tvaru

H(x) =
∑

(i,j)∈S

 ∑
(k,l)∈N(i,j)

δ(xij , xkl)

 . (36)
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Lze snadno nahlédnout, že energie (36) je př́ımo úměrná celkové délce hranice mezi jednotlivými oblastmi.
Pro apriorńı rozděleńı (34) s energíı (36) a model daný vztahy (26) a (28) dostaneme aposteriorńı

hustotu ve tvaru

f(x|y) ∝

 ∏
(i,j)∈S

∏
c∈{0,1}

(
1

σc
exp

(
− (yij − µc)2

2σ2
c

))δ(xij ,c) exp (−βH(x)) . (37)

Vzhledem k tomu, že xij nejsou vzhledem k apriorńı hustotě (34) nezávislé, nelze aposteriorńı hustotu
(37) faktorizovat, jak tomu bylo v př́ıpadě aposteriorńı hustoty (31). Daľśı postup při minimalizaci středńı
hodnoty ztrátové funkce se nyńı neobejde bez numerického řešeńı. Povšimněme si alespoň dvou detail̊u:

• Vztah (37) určuje aposteriorńı hustotu až na normalizačńı konstantu, která je rovna ∑
x∈{0,1}(n2)

 ∏
(i,j)∈S

∏
c∈{0,1}

(
1

σc
exp

(
− (yij − µc)2

2σ2
c

))δ(xij ,c)−1 ,
k čemuž je potřeba řádově 2(n

2) operaćı, což je i pro relativně malá n prakticky nemožné. Pro obrázek
40× 40 pixel̊u jde řádově o 10481 operaćı.

• Pokud by veličina x byla spojitá, spoč́ıval by výpočet např. normalizačńı konstanty, nebo stř. hodnoty
parametru x ve výpočtu integrálu přes množinu R(n2). Toto opět lze pomoćı běžných numerických
metod pro přiblǐzný výpočet integrálu realizovat jen pro velmi malá n.

Pro výpočet integrál̊u, které lze vyjádřit jako středńı hodnotu určité funkce náhodné veličiny vzhledem
k nějakému rozděleńı (v naše př́ıpadě aposteriorńımu), se v praxi použ́ıvaj́ı numerické metody založené
na generováńı velkého množstv́ı vzork̊u z dané hustoty, přičemž hledaná středńı hodnota je pak aproxi-
mována výběrovým pr̊uměrem. Vzhledem k dimenzi úlohy a obt́ı̌znému určeńı normalizačńı konstanty, je
i samotné generováńı vzork̊u netriviálńı. Tento problém lze řešit pomoćı tzv. Markov Chain Monte Carlo
metod (MCMC), kterými lze přiblǐzně generovat vzorky i z mnohorozměrných rozděleńı, určených až na
normalizačńı konstantu.

Aproximace aposteriorńı hustoty pro data z obrázku 1(b) a apriorńı hustotu ve tvaru Gibbsovy dis-
tribuce s parametrem β = 0.4 vzorkována pomoćı tzv. Gibbsova sampleru je na obrázku 3. Přesněji jde o
aproximace aposteriorńıch marginálńıch hustot parametr̊u xij.

Výsledek ilustruje skutečnost, že d̊usledné využit́ı dostupné apriorńı informace může být pro úspěšné
řešeńı úlohy rozhoduj́ıćı, a to zvláště v situaćıch, kdy je k dispozici jen malé množstv́ı dat (vzhledem k
počtu parametr̊u). Dále je z př́ıkladu zřejmé, že s využit́ım bayesovského př́ıstupu a MCMC metod lze
pracovat i s modely, které maj́ı tiśıce parametr̊u.
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Obrázek 3: Vizualizace marginálńıch aposteriorńıch hustot veličin xij . Bod na souřadnici (i, j) je zobrazen
s odst́ınem šedi úměrným f(xij = 1|y) (pro f(xij = 1|y) = 0 černě, f(xij = 1|y) = 1 b́ıle). Skutečná
hodnota vektoru x je na obrázku 1(a).

4 Dodatek: Základńı pojmy a vztahy z teorie pravděpodobnosti

Bayesovská statistika se oṕırá o několik základńıch vztah̊u z teorie pravděpodobnosti. Připomeňme nejprve
základńı pojmy a d̊uležité vztahy týkaj́ıćı se náhodných jev̊u a jejich pravděpodobnost́ı.

Necht’ A,B,C jsou náhodné jevy ze společného pravděpodobnostńıho prostoru s pravděpodobnost́ı
P . Předpokládejme pro jednoduchost, že P (A) > 0, P (B) > 0, P (C) > 0.

• Podmı́něná pravděpodobnost: Podmı́něná pravděpodobnost jev A za podmı́nky, že nastal jev B je
definována takto:

P (A|B) =
P (A ∩B)

P (B)
.

Odtud plyne P (A ∩B) = P (A|B)P (B).

• Řetězové pravidlo: Z definice podmı́něné pravděpodobnosti plyne následuj́ıćı “řetězové pravidlo”:

P (A ∩B ∩ C) = P (A|B ∩ C)P (B|C)P (C)

• Nezávislost: Náhodné jevy A a B jsou nezávislé, právě když P (A ∩ B) = P (A)(B). Odtud pro
nezávislé jevy plyne P (A|B) = P (A) a P (B|A) = P (B).

• Podmı́něná nezávislost: Náhodné jevy A a B jsou podmı́něně nezávislé za podmı́nky, že nastal jev
C, právě když plat́ı

P (A ∩B|C) = P (A|C)P (B|C).

Odtud plyne

P (A|B ∩ C) =
P (A ∩B ∩ C)

P (B ∩ C)
=
P (A|C)P (B|C)P (C)

P (B|C)P (C)
= P (A|C).

• Věta o úplné pravděpodobnosti: Necht’ B1, B2, . . . , Bn tvoř́ı úplný systém vzájemně disjunktńıch
náhodných jev̊u. Pak plat́ı

P (A) =

n∑
i=1

P (A|Bi)P (Bi) =

n∑
i=1

P (A ∩Bi).
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• Bayesova věta: Necht’ B1, B2, . . . , Bn tvoř́ı úplný systém vzájemně disjunktńıch náhodných jev̊u.
Pak plat́ı

P (Bi|A) =
P (A|Bi)P (Bi)

P (A)
=

P (A|Bi)P (Bi)∑n
i=1 P (A|Bi)P (Bi)

.

Častěji než se samotnými náhodnými jevy a jejich pravděpodobnostmi pracujeme s náhodnými veličinami
a jejich hustotami pravděpodobnosti. Výše uvedené pojmy a vztahy budou platit obdobně pro náhodné
veličiny.

Necht’X,Y, Z jsou náhodné veličiny se sdruženou hustotou pravděpodobnosti fX,Y,Z(x, y, z). Předpokládejme
pro jednoduchost, že fX,Y,Z(x, y, z) > 0 pro všechna x, y, z.

• Marginalizace: Pro marginálńı hustoty pravděpodobnosti veličin X a Y plat́ı

fX(x) =

∫
fX,Y (x, y)dy, fY (y) =

∫
fX,Y (x, y)dx.

• Podmı́něná hustota: Pro podmı́něnou hustotu pravděpodobnosti náhodné veličiny X za podmı́nky
Y = y plat́ı:

fX|Y (x|y) =
fX,Y (x, y)

fY (y)
.

Odtud plyne fX,Y (x, y) = fX|Y (x|y)fY (y).

• Řetězové pravidlo:
fX,Y,Z(x, y, z) = fX|Y,Z(x|y, z)fY |Z(y|z)fZ(z)

• Nezávislost: Náhodné veličiny X a Y jsou nezávislé, právě když

fX,Y (x, y) = fX(x)fY (y).

Odtud pro nezávislé veličiny plyne
fX|Y (x|y) = fX(x).

• Podmı́něná nezávislost: Náhodné veličiny X a Y jsou podmı́něně nezávislé za podmı́nky Z = z,
právě když plat́ı

fX,Y |Z(x, y|z) = fX|Z(x|z)fY |Z(y|z).

Odtud plyne
fX|Y,Z(x|y, z) = fX|Z(x|z)

• Bayes̊uv vzorec:

fX|Y (x|y) =
fY |X(y|x)fX(x)

fY (y)
=

fY |X(y|x)fX(x)∫
fY |X(y|x)fX(x)dx

.
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